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プロジェクト全体概要

生産 流通・卸 小売・飲食 消費

出荷 マッチング 発注 需要

在庫

評価

消費者評価等をモデル
化し、質を可視化
(レコメンド等への応用)

消費サイドの情
報に応じた生産
のマーケットイ
ン化（品質計測
の機械化）

スマートフードチェーン

農作物の生産から消費の間に蓄積されたデータに基づいて、需要予測、品質
推定、自動受発注を行うAI技術開発と、それを支える基盤的プラットフォーム
構築により、農作物の生産から消費における効率的で付加価値を生むスマート
フードチェーンを実現する。

物流 加工

需要予測、来店者数予測な
どにより量を可視化、コン
トロール（自動発注、ダイ
ナミックプライシング）

価格、在庫、物流
、加工等の全体最
適化（バーチャル
マーケット開発）

ID-POS等

決済データ

意思決定構造
データ

状態データ

健康、移動等

接触データ

APP、食事等

データ活用
サービス

消費者
 リスク
 コスト
 与信 等

取引データ

意思決定構造
データ

状態データ

LOG等

マクロ予想
データ

流通事業
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研究開発の内容

生鮮食品需要予測の課題
・天候や価格に大きく左右される
・競合店舗や商品特性によって影
響を受ける時期が異なる

・予想対象が、多種多様で大量の
データが必要

説明変数が異なる商品需要予測を汎用的に記述できるモデル構築

解決の方向性
• 気象・価格感応度による潜在意味理解のク

ラスタリングにより商品の潜在意味を加味
したパターン化

• モデルの説明性の向上および汎用性を高め
る検討を行う

• 気象・価格感応度が異なる商品の需要予測
を統一的に記述することができるモデルを
構築

品質評価の課題
・官能評価は人手がかかる
・既存の品質表現は不十分
・鮮度は、品目によって尺度が
様々（だが価値影響が大きい）

・現センサーは、機差を吸収不可

データ生成モデルから「ヴァーチャル標準試料」を構築

＜解決の方向性＞
• DCNN等を活用して分光スペクトルを用い

て官能評価項目を推定するモデルを開発
• 同様に貯蔵条件による鮮度の時間的変動予

測モデルを開発
• データ生成モデルを活用したAPI等による

適宜機差を補正可能なサービスに関する研
究

深層学習
機械学習

統計的パターン認識

官能評価 分光センシング等品質評価モデルAI

高コスト、低スループット
客観性に難

低コスト、高スループット
客観的

要求の起点となる消費者ニーズ掴みたい・・・

AI間連携実現の課題
・受発注業務に必要な情報の認
知・評価の因果的階層構造が不明
（属人化）

・中小企業では、必要となるデー
タ蓄積が不十分

・オープン化の動機付けが弱い

ユースケースから概念設計

＜解決の方向性＞
• データ構造は、シニフィアン（記号：トマ

ト）とシニフィエ（意味：味覚、色etc）
に階層化し評価（FB）と関連づけ

• オープン化データの利活用ユースケースの
抽出



食品小売における気象の利用範囲
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気象の効果が大きい
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棚割り
最適化
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気象データ活用フロー 定性・定量アプローチ

STEP1『見える化』

気象感応度調査

STEP2『シミュレーション』

需要予測式の作成
STEP3『オペレーション導入』

需要予測情報の活用

過去のテナント別来店客数と気象条
件の関係解析を行い、気象要因による
来店変動が大きい店舗を可視化します。

商品の需要特性を加味した需要予測式
の作成を行います。また、過去データを
行いて効果の検証を行います。

実際に気象予測情報を用いた需要
予測を提供し、売上増加や機会ロス
削減に取り組みます。

販売数予測

実績

売上

気
象

と
の

相
関

STEP2『シミュレーション』

気象トリガー分析
STEP3『オペレーション導入』

天候連動販促

時期ごとに商品の売れ方が変わる気象
条件（気象トリガー）を分析し、ECサイ
ト販促タイミングの最適化を行います。

気象予測情報を配信し、気象トリ
ガーに基づく販促等にご利用いただ
き、売上増加に取り組みます。

気温

売上

気温

30℃ 立ち上がり
商品・時期の特定

↓
棚割の変更・拡充

30℃

売上増加
アプローチ
（定性的）

在庫調整
終売オペレー

ション

鍋商材

飲料

冷凍食品

コスト削減
アプローチ
（定量施策）
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需要予測モデルの作成方法

データ収集

 販売データ

販売数、販売金額etc

 気象データ

気温、降水量、天気 etc

 その他データ

曜日、店舗、商品情報
etc

Image

クラス1
（気象＆価格）

クラス2
（気象）

クラス3
（価格）

需要予測（クラス1）

需要予測(クラス2)

需要予測(クラス3)
各変数

販売実績

気象データ

需要予測に必要な
各種データの収集

感応度調査

 気温感応度

時期ごとの気温と売上の関係

 価格感応度

値下げに対する売上感度

 要因分析

売上変化要因の解析

過去の販売実績から
気温や価格の感応度を調査

クラスタリング

 クラスタリング

気象・価格感応度、時期等
に対する売り上げの変化を
PLSAによりいくつかのクラ
スに分類

 解釈の検討

各クラスの解釈を考察

感応度に応じて
商品をクラスタリング

予測モデル作成

クラスに応じた最適な
需要予測モデルの作成

 予測モデルの作成

気象や曜日・暦のデー
タを機械学習アルゴリズ
ムに入力し、予測式を作
成。

 モデルの比較検証

複数モデルの比較によ
り最適なモデルを決定

予測配信

 予測配信

気象予測を利用して需
要予測情報を作成・配信

 精度検証

予測結果と実際の販売
実績を比較して精度を検
証

気象予測を利用した
予測情報の配信

 気象・価格感応度等を用いたクラスタリングによる商品の潜在意味のパターン化を実施

 需要予測モデルの説明性の向上および社会実装に向けた汎用性の向上に資する研究

→気象・価格感応度が異なる多数の商品の需要予測を統一的に記述することができるモデル
の構築を目指す
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2種類の予測モデルの違い

機械学習（AI）モデル
多くのデータを利用し、AIなどで複

雑な関係性を導きだす。

理論モデル（重回帰モデル）
気象予測の考え方を応用し、少ない

データからその本質を考慮して、関係性
を導きだす

考え方

同グループ商品の売上（数百種）対象商品の売上（1種）売上デ
ー
タ 価格・気象等多くのデータ（数十種）気温・価格・曜日(数種類)変数

Black box（数百種）White boxモデル

人間では考え付かないデータ間の関係
性を見出すことができる

・原因と結果を人間が理解できる
・そのモデルの構成要素の関係性は、他

業務にも活用できる
メリット

• 理論モデル … 説明性が高く、人間が理解しやすい。
• 機械学習モデル … 予測精度が高く、人間では気づかない発見がある。
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商品別売上数量予測 ～JWA予測モデルの考え方

需要を、トレンド、季節変動、不規則変動に分解し、日々の不規則な変動を気象要
素や価格で説明する。

トレンド

季節変動

不規則変動

需要変動

需要は、人口動態、消費者嗜好の変化、流
行などによって、長期変動する。
この長期変動をトレンドとした。トレンド
は気象変動に影響されないと仮定。

需要は、季節の変化、お正月やお盆、GW
などのイベントによって規則的に変化する。
この変化を季節変動とした。季節変動も気
象変動に影響されないと仮定。

需要は、日々の気温の上下動、例年の気温
との差などで不規則に変化する。この変化
を不規則変動とした。不規則変動は曜日・
価格・気象の要因が大きい。

需要は、大きく分けると、①トレン
ド、②季節変動、③不規則変動で変
化している。

長期的な変動傾向
⇒流行や消費者嗜好の変化などで説明

毎年の周期的な変化
⇒カレンダー・祭事などで説明

日々の不規則な変化
⇒気象・価格などで説明

需要イメージ図
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予測結果サマリ 来店客数予測 小売店の例

波形はほぼ捉えられているが、重回帰推定は、実績よりも極端な曜日変動を示す。

2018年6月18日～8月26日予測・実績比較

A

店

B

店

C

店

予測精度(平均誤差率％)

機械学習

5.2％

3.7％

3.8％

重回帰

10.2％

8.2％

7.8％



とまと

ミニトマト

暑いほど売れる

寒いほど売れる

冬の葉物野菜、
キノコ、にら

香辛妻、
とうもろこし、
オクラ

きゃべつ

9

気象感応度調査(気温×小売店商品購買数)

気温と商品需要に関する傾向分析【小売店】

■：暑いほど売れる商材（上位5位） ■：暑いほど売れる商材（6位以下）
■：寒いほど売れる商材（上位5位） ■：寒いほど売れる商材（6位以下）

A店

サブクラス
通年売上
金額比
(%)

累積(%) 通年 1-3月 4-6月 7-9月 10-12月

とまと 8.1 8.1 0.43 0.05 -0.01 0.35 0.40 
きゃべつ 5.0 13.1 0.07 -0.15 -0.50 -0.11 0.38 
レタス 4.9 18.0 0.07 -0.16 -0.23 0.26 -0.07 
ミニトマト 4.8 22.8 -0.30 -0.06 -0.26 -0.12 -0.23 
きゅうり 4.3 27.1 0.27 0.17 -0.18 0.23 -0.05 
たまねぎ 3.5 30.6 -0.16 0.07 -0.60 -0.19 0.26 
しめじ 3.4 34.0 -0.39 -0.45 -0.35 -0.55 -0.02 
イージークック汎 3.3 37.3 -0.37 -0.03 -0.28 -0.17 -0.28 
長ねぎ 3.0 40.3 -0.40 -0.78 -0.51 -0.55 -0.16 
じゃがいも 2.9 43.2 -0.32 0.20 -0.56 -0.55 -0.03 
にんじん 2.8 46.0 -0.15 -0.09 -0.29 -0.26 0.04 
なす 2.6 48.6 0.23 0.53 0.04 0.22 0.10 
ブロッコリー・カ 2.5 51.1 -0.30 -0.01 -0.36 0.22 -0.07 
だいこん 2.5 53.6 0.01 -0.06 -0.45 -0.33 0.27 
えのき 2.2 55.9 -0.67 -0.71 -0.55 -0.68 -0.13 
はくさい 2.1 57.9 -0.55 -0.65 -0.63 -0.77 0.18 
生しいたけ 2.0 60.0 -0.34 -0.40 -0.27 0.00 -0.42 
葉物野菜（その他 2.0 62.0 0.09 -0.16 0.21 0.17 -0.15 
ほうれんそう 1.8 63.8 -0.43 -0.15 0.09 -0.61 0.06 
アスパラガス 1.7 65.5 0.25 0.46 0.33 0.28 0.06 
もやし 1.6 67.1 -0.31 -0.29 -0.41 -0.08 0.21 
ピーマン 1.5 68.6 0.13 -0.20 -0.08 0.36 0.48 
かぼちゃ 1.5 70.1 0.15 -0.11 0.06 0.35 -0.11 
青果備品 1.4 71.5 0.42 0.18 0.30 0.30 0.13 
山いも 1.3 72.9 0.17 -0.03 0.09 0.38 -0.12 
イージークックソ 1.3 74.1 -0.23 -0.49 0.31 -0.25 0.07 
こまつな 1.2 75.4 -0.09 -0.25 -0.07 -0.19 -0.26 
まいたけ 1.2 76.6 -0.42 0.00 -0.23 -0.21 -0.10 
にら 1.2 77.8 -0.65 -0.44 -0.40 -0.18 -0.27 
しょうが 1.2 79.0 0.48 -0.21 0.35 0.51 0.08 
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商材別売上数量予測 小売店の例

週平均誤差10%未満 週平均誤差10～20%

商材別の予測精度を以下に示す。

# 商品名 予測精度
(週誤差率%)

A店 B店 C店

1 きゅうり 23% 15% 18%

2 もやし 7% 6% 4%

3 きゃべつ 30% 26% 17%

4 しめじ 16% 17% 11%

5 なす 28% 52% 42%

6 ピーマン 32% 36% 30%

7 長ねぎ 18% 18% 11%

8 たまねぎ 16% 50% 27%

9 えのき 14% 17% 15%

10 しょうが 10% 12% 12%

11 ほうれんそう 94% 102% 62%

12 はくさい 13% 13% 9%

13 アスパラガス 110% 55% 99%

# 商品名 予測精度
(週誤差率%)

A店 B店 C店

1 きゅうり 9% 17% 11%

2 もやし 4% 5% 6%

3 きゃべつ 16% 14% 14%

4 しめじ 14% 20% 10%

5 なす 15% 25% 24%

6 ピーマン 30% 30% 24%

7 長ねぎ 11% 14% 8%

8 たまねぎ 15% 45% 32%

9 えのき 14% 20% 5%

10 しょうが 10% 5% 8%

11 ほうれんそう 55% 27% 26%

12 はくさい 19% 14% 11%

13 アスパラガス 67% 80% 108%

重回帰モデル 機械学習モデル
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商品別販売数量予測 ～予測結果一覧

週平均誤差率 週平均誤差数

重回帰モデル 17% 239個

キャベツ

きゅうり
週平均誤差率 週平均誤差数

重回帰モデル 23% 346個

週平均誤差率 週平均誤差数

機械学習モデル 14% 217個

週平均誤差率 週平均誤差数

機械学習モデル 9% 150個
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商品別販売数量予測 ～予測結果一覧

もやし

はくさい

週平均誤差率 週平均誤差数

重回帰モデル 6% 109個

週平均誤差率 週平均誤差数

重回帰モデル 13% 20個

週平均誤差率 週平均誤差数

機械学習モデル 5% 54個

週平均誤差率 週平均誤差数

機械学習モデル 19% 32個
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予測配信の検証結果ご紹介

# 商品名 予測精度(週誤差率%)

A B C

1 客数 6% 5% 4%

2 きゃべつ1玉 60% 33% 37%

3 きゃべつ1/2玉 27% 8% 12%

4 きゃべつ1/4玉 38% 12% 22%

5 たまねぎ袋/パック/箱 9% 36% 14%

6 たまねぎバラ 18% 9% 19%

7 もやし全体 3% 11% 9%

重回帰モデル

客数

0
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2019/3/18 2019/3/25 2019/4/1 2019/4/8

A店 客数予測

実績 予測

2019年3月に実際に毎日の予測値
を配信し、精度検証を実施

机上検討と同程度の精度を達成

人による予測精度と同程度
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A店 きゃべつ1玉

実績 予測
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A店 もやし全体

実績 予測

週間発注 確定発注

きゃべつ1玉 もやし全体
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商品別売上数量予測 ～要因分析（JWA手法）

• どの商品も火曜日の上振れ幅が大きい

• 金土日の客数が増加している

• 価格感応度が高い商品

…にんじん、なす、レタス、キャベツなど

店舗A

店舗B

上振れ要因 下振れ要因

• どの商品も火曜日の上振れ幅が大きい

• 日曜日の客数が増加している

• 価格感応度が高い商品

…にんじん、なす、レタス、ブロッコリー、
ほうれん草など
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商品別売上数量予測 ～要因分析（JWA手法）

• どの商品も火曜日の上振れ幅が大きい

• 金土日の客数が増加している

• 価格感応度が高い商品

…にんじん、なす、ブロッコリー、まいたけなど

店舗C

上振れ要因 下振れ要因



週平均誤差率 週平均誤差数

28.84 % 121 個

週平均誤差率 週平均誤差数

26.83 % 138 個

週平均誤差率 週平均誤差数

25.30 % 11 個

• 3店舗の中で最も販売数量が伸びやすい。

• ピーク値を当てられていない日付が存在す
る。

• 数量の増減のタイミングは予測できている
が、数量が下振れする傾向にある。

• 6月中旬～7月末までは、販売数量がほぼ0
となっている。
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商品別売上数量予測 ～キャベツの形態別予測

店舗A
実測 予測

実測 予測

実測 予測

1玉

½ 玉

¼ 玉



商品別売上数量予測 ～火曜（10日後）を予測

• 予測精度及び変数の重要度

精度No.1モデル
Elastic-Net Regressor 

予測精度（MAPE）

※ 週別に集計し算出

説明変数
の重要度

（※上位10位）

学習対象データ

予測対象・タイミング きゃべつの各販売単位毎の日別の販売数量予測（11日～17日前までの情報で10日先を予測）

目的変数

店舗名

28.84 %

特徴量名 インパクト

平均販売単価 1.000

前年同週同曜日_数量 0.387

レシート数 0.027

気温_12_15時 0.025

高値_1kg_週平均_相対 0.023

月 0.021

年月日 0.020

11日前の販売数量 0.019

最高気温 0.015

13日前の販売数量 0.014

きゃべつ各販売単位の販売数量
1玉：2,156
1玉＋½玉＋¼玉： 5,353

1玉 ¼ 玉½ 玉

Light Gradient Boosted Trees 
Regressor with Early Stopping

26.83 %

特徴量名 インパクト

前年同週同曜日_数量 1.000

平均販売単価 0.242

月別_平均販売単価 0.053

年別_平均販売単価 0.045

販売単位 0.031

前月同週同曜日_数量 0.028

全期間_平均販売単価 0.028

14日前の販売数量 0.026

11日前の販売数量 0.016

レシート数 0.016

Light Gradient Boosted Trees 
Regressor with Early Stopping

25.30 %

特徴量名 インパクト

前年同週同曜日_数量 1.000

平均販売単価 0.242

月別_平均販売単価 0.053

年別_平均販売単価 0.045

販売単位 0.031

前月同週同曜日_数量 0.028

全期間_平均販売単価 0.028

14日前の販売数量 0.026

11日前の販売数量 0.016

レシート数 0.016

1玉のみ相場情報が
挙がってきている。 同一モデル

1玉は販売単価、
½玉、¼玉は前年履歴の

重要度が高い

17



 生鮮野菜では、商品粒度がまちまちだったり、商品コードが不連続（産地、生
産者など）だったりすることが多いため、「均質な連続データ」としてPOS
データが存在しないことが多い。

 生鮮野菜は鮮度が重要なので、在庫は残さずに最後は店舗のオペレーションで
「売り切る」ことをやっているが、「売り切り」の定量化、データがなされて
いないため、需要予測モデルに反映することができていない。
→値引きだけでなく、陳列の変更などの施策のデータがない

 商品が欠品しているかの記録も不十分であるため、売れていない理由（欠品事
由or需要無し）も不明確なことが多い。

 新型コロナウイルスの影響で、売上・客数の急激な増減が発生しているが、理
由が不明な場合もあり、人口動態データ等の3rdパーティデータによる補完が
必要である。

18

予測精度向上に向けた課題
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名寄せシステム等全社デジタル活用の基盤構築

• アプローチを以下の3段階に分け、生鮮品の販売傾向の正確な把握および予測
精度の向上に寄与する商品マスタの整備を目指す。

発注/販売コードの名寄せ検討 商品マスタの拡充検討 実証実験・生鮮食品共通DB構築

目的

作業
内容

変化し続けるコードや商品名に
柔軟に対応でき、かつ業務の中
で継続的に活用可能な名寄せの
ロジックを開発する

①ヒアリング

現在の発注コードおよび商品
コードの決定方法をヒアリング

②名寄せロジック検討

自然言語処理を用いた名寄せ
可能性の検討

③運用要件の検討

継続的に商品の紐づけができ
る仕組みの検討

予測精度の向上に寄与する変数
を商品マスタに拡充し、予測モ
デルの精度向上検討を実施

①必要データの洗い出し

 発注関連情報
（確定発注量など）

 陳列状況

 相場情報

 商品情報
（気象感応度、価格感応度、

ID別販売傾向、品質など）

②収集・連携方法の検討

リアルタイムに収集・構築可能な
仕組みの検討を実施

③分析シートの作成

商品特性を把握可能な分析シート
の作成

商品情報の追加による予測改善
効果を実証実験により確認。
WGを通して共通化によるユー
スケース検討を実施。

①実証実験

商品マスタの拡充変数(欠品や発注情
報・品質推定情報)を取り入れた予測の
配信による効果検証を実施

②共通DBの構築検討

MV様で構築した名寄せ方法・商品マ
スタの拡充方法などの市場への展開を
想定した共通化の検討を実施。合わせ
てユースケースの検討を実施。

2020年度 2021年度 2022年度
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商品マスタの拡充検討

商品マスタの拡充を実施し、需要変化要因の見える化および施策の検討に必要な
商品分析シートの作成を検討

→新型コロナ禍のような「特異事象発生」でも活用可能な需要予測モデルの構築
を目指す

品質情報（農研機構様推定内容）

商品名 トマト
統一コード ：〇〇〇
単価 ：〇円
賞味期限 ：〇日
エネルギー ：〇kcal
生産者 ：○○農場

①シーズンイン
４月上旬～
1℃につき
2％以上UP

22℃ 27℃ 31℃

②本格化
5月中旬～
1℃につき
10％以上UP

③ピークイン
6月下旬～
1℃につき
30％以上UP

④残暑シーズン
8月中旬～

終了
10月下旬

気温との関係性

0
2
4
6
8
10
12
14
16
10代男性

10代女性

20代男性

20代女性

30代男性

30代女性

40代男性

40代女性

50代男性

50代女性

60代男性

60代女性

70代男性

70代女性

購入者層(ID-POSより)

-10%

-10%

-3%

0.20%

-15%

-40%

10%

15%

50%

38%

45%

55%

-60% -40% -20% 0% 20% 40% 60%

その他

休日日数

日照時間

台風

降水量

気温

売上要因分析

予測への寄与度
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Webカメラによる陳列状況自動把握
ユースケース名

カメラによる自動欠品検知
対象業務・品目 店舗での補充

対象/代替情報 店員による見回り／POSからの自動検知

ユースケース
概要

野菜の商品棚を監視するカメラを設置し、欠品の棚があると発注担当者へアラートが飛ぶ

ユースケースイメージ

対象業務詳細
需要予測を行うにあたり、POSデータからでは欠品かど
うかを検知することができず、そもそも棚に並んでいな
かったのか、並んでいたのに売れていないのかを判断す
る仕組みが無いため、予測精度の向上に利用可能。

想定される効果
需要予測モデルの学習データの充実に伴う予測精度の
向上および、空き棚のリアルタイム検知に伴う早期補
充が可能になり、店舗オペレーションの効率化につな
がる。

業務の
変革ポイント 小規模店舗は限られた人数で運営するため、補充行動の

最適化は急務。データドリブンな補充行動に繋がる仕組
みの導入により、将来的な無人店への足掛かりとなる。

実装に向けた
課題・リスク カメラの設置工数

監視カメラデータの自動取得
季節の棚替えへの対応

情報確認
確認

発注数量
算出

発注ｼｽﾃﾑ
入力

発注
システム

店頭在庫
確認

補充

期待効果①
補充作業の効率化

売り逃し減による売上増

期待効果②
機会ロスの定量化
発注予測への逐次反映
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棚割りレイアウトの自動生成

重点商品

気象

曜日

価格

 重点商品・曜日市などを加味した陳列パターンの提案
 季節に応じたレイアウトの切り替え提案

バイヤー様は週替わりの重点商品を加味して棚のレイアウトを１週間ごとに決定

→レイアウトの自動提案
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EC購買需要予測手法の開発

メッシュ別人口動態・在宅率の予測モデルを開発
→ECサイトへのアクセス数、リアル店舗：ネットストアの来訪比率の評価、需要予測

在宅率予測
アルゴリズム

解析

滞在人口
メッシュデータ

イベント情報

気象データ

アクセス数
予測

商材別
需要予測

気象

ID-POS

-10%

-10%

-3%

0.20%

-15%

-40%

10%

15%

50%

38%

45%

55%

-60% -40% -20% 0% 20% 40% 60%

その他

休日日数

日照時間

台風

降水量

気温

売上要因分析

予測計算サーバはJWA
または携帯キャリアと
共同運用？
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With/Afterコロナの需要予測

考え方

予測モデル

説明変数
(入力データ)

予測活用施策
（KGI）

Beforeコロナ COVID-19 With/Afterコロナ

購買履歴を利用した
生鮮食品・加工品の

需要予測高度化による
不確実性の表現

客層・店舗
市場価格
販売価格

気象・曜日
過去来店客数

機械学習モデル
重回帰モデル

購買傾向の変化
（客数減・客単価増・
生活スタイル複雑化）

不確実性の増加

過去データを利用した
統計的予測が困難に

（不確実性増）

客層・店舗→傾向の変化
市場価格→傾向の変化
販売価格→感度の変化
気象・曜日→変化なし
客数→自粛による変動

予測精度向上
廃棄ロス、機会ロス削減

（人件費削減・利益増加）
→守りの施策の強化

不確実性を前提とした
需要の変動要因の把握および
施策による不確実性の逓減

客層・店舗→セグメント刷新・EC対応
市場価格 →把握・予測
販売価格 →シミュレーション
店舗施策 →施策データの収集
気象・曜日→変化なし
流動人口 →自粛状況の加味

予測精度向上
(Prediction)

継続的仮説検証
(Simulation)

ベイズモデル
（少量データからの予測＆

仮説の加味）

施策による購買誘導
(ピークシフト・BOPIS※等)

→ 攻めの施策の強化

生活スタイルの変化
(Social Distance)

キーワード

※Buy Online Pick-up In Store
売上

購買傾向の変化
（不確実性の増加）

施策による
需要の平準化・コントロールを図る



ご清聴ありがとうございました
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